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Few-shot learning : Apprendre a apprendre a partir de peu d’exemples

Présentation du laboratoire d’accueil

Au cceur du Plateau de Saclay (lle-de-France), I'institut CEA LIST focalise ses recherches sur les
systemes numériques intelligents. Porteurs d’enjeux économiques et sociétaux majeurs, ses
programmes de R&D sont centrés sur les systémes interactifs (intelligence ambiante), les systemes
embarqués (architectures, ingénierie logicielle et systéemes), les capteurs et le traitement du signal
(contréle industriel, santé, sécurité, métrologie).

Dédiés a la recherche technologique, les 700 ingénieurs-chercheurs et techniciens de I'institut ont
pour objectif de favoriser I'innovation et son transfert autour de partenariats industriels pérennes. La
culture projet et I'excellence scientifique des équipes de I'Institut sont au coeur de cette ambition.

Le Laboratoire de Vision et d’Ingénierie des Contenus méne ses recherches dans les domaines de
la Vision par Ordinateur (Computer Vision) et I'analyse automatique de texte avec le défi d’extraire et
d’organiser I'information a partir de documents faiblement ou non structurés (texte, image, vidéo,
réseaux de capteurs).

Contexte du stage

Ce stage s’inscrit dans les activités d'Analyse de Scene du Laboratoire Vision et Ingénierie des
Contenus du CEA List. Le laboratoire développe dans le cadre de projets R&D, des systemes d’analyse
automatique d’images et de vidéo intégrant des technologies avancées de détection, localisation,
classification et suivi temporel d’objets d’intérét, de reconnaissance d’activité et de comportements,
ainsi que des outils de modélisation automatique de la scene.

Description du stage

De nombreuses taches en vision par ordinateur sont aujourd’hui réalisées avec succes par les
méthodes d’apprentissage profond (deep learning). C'est le cas par exemple de la détection et la
reconnaissance d’objets dans les images, la classification d’images, la reconnaissance de personnes ou
d’activités... utiles dans divers domaines d’application (vidéosurveillance, conduite autonome, imagerie
médicale, etc.). L'inconvénient de ces approches basées réseaux de neurones profonds est que leur
entrainement supervisé requiert de grandes quantités de données annotées. D’une part, I’'annotation
manuelle de données est une tache longue et couteuse. D’autre part, ces données peuvent étre rares
ou difficiles a collecter. Il est alors nécessaire d’avoir des méthodes d’apprentissage qui se basent sur
tres peu d’exemples. Les approches de few-shot learning quifont partie du paradigme général de meta-
learning (« apprendre a apprendre ») répondent a ce besoin (cf. Fig.1). Leur but est d’entrainer un
modele sur une variété de taches d’apprentissage de sorte qu’il puisse ensuite apprendre de nouvelles
taches rapidement, précisément et en utilisant trés peu d’exemples d’entrainement. Le défi est alors
d’obtenir une grande capacité de généralisation du modéle face a ces nouvelles taches.

L’objectif de ce stage est d’explorer plusieurs paradigmes de méta-apprentissage qui permettent
d’apprendre a partir de peu d’exemples. En particulier, le but sera de concevoir des algorithmes de
reconnaissance d’objets capables d’apprendre rapidement de nouvelles classes d’objets dont on n’a
que tres peu d’exemples. Plusieurs approches de I'état de I'art en meta-learning seront étudiées,
notamment celles liées au paradigme de mémoire augmentée (Memory Augmented Neural Networks
[1]), celles basées sur I'apprentissage de métriques [2,3,4,5] (cf. Fig.2) ou encore celles qui reposent sur
I'apprentissage d’un optimiseur (meta-learner) [6,7,8,9] (cf. Fig.3). Dans le cadre de la reconnaissance
d’objets, une nouvelle méthode sera proposée dans le but d’optimiser la capacité du modéle a
effectuer de nouvelles taches rapidement (reconnaitre de nouvelles classes). Une évaluation
comparative des méthodes développées sera effectuée sur divers jeux de données afin de quantifier
I'amélioration des performances, la dépendance au nombre d’échantillons, ainsi que la capacité de
généralisation face aux types de données. Pour finir, une extension de la méthode vers de la détection
fine d’objets pourra étre étudiée.
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Limited number of training images for some persons, in the scenario of large-scale face recognition
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base set: many persons, many images per person low-shot set : very few (maybe only 1) image per person

As shown, the training image could be faces with
occlusion, drawings, or low resolution images
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Fig. 1 Le Low-shot Learning Challenge [11] a pour but de reconnaitre des visages de personnes en les ayant vus sur un nombre
trés limité d’images.

CELEE 20 %

1% n
Omniglot stimulus set <
(htps/github combrendeniakelomnigial b ¥ =

METB IS owwnaBnh

1600+ concepts |/
20 examples each [V

i

“goldfish”

—_—
Support Set Unlabeled Set

Fig. 2 La méthode [5] propose une approche semi-supervisée :  Fig. 3 Dataset Omniglot [10]. La méthode MAML [6] de
Apprendre a reconnaitre de nouvelles classes d’objets a partir  meta-learning par apprentissage d’un optimiseur, aprés
de peu d’exemples annotés et des données non annotées, avoir été entrainée sur certains alphabets, est capable de

dont de multiples distracteurs. reconnaitre avec une précision de 95.8% 20 nouveaux
caracteres d’alphabet dont un seul exemplaire est
donné.
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Niveau demandé : Ingénieur, Master 2

Ce stage ouvre la possibilité de poursuite en thése et ingénieur R&D dans notre laboratoire.
Durée : 6 mois

Rémunération : entre 700 € et 1300 € suivant la formation.

Compétences requises :
- Machine learning, deep learning, meta learning, vision par ordinateur
- Tensorflow, PyTorch, python




